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Boltzmann machine

Sít’ má 2 druhy neuronů - skryté a viditelné
Neurony jsou spojeny každý s každým
Využívá principu simulovaného žíhání
Velmi pomalý proces učení
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Skryté

neurony



Rerstricted Boltzmann machine

Došlo k omezení vazeb mezi neurony
Sít’ má 2 vrstvy - skrytou a viditelnou
Neurony v rámci stejné vrstvy mezi sebou propojeny
nejsou
Učení probíhá pomocí algoritmu Contrastive divergence
Sít’ rekonstruuje vzory stejně jako Hopfieldovy sítě
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RBM - Contrastive divergence

Zapamatujeme si vstupy namapované na viditelné neurony
jako v ′i .
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RBM - Contrastive divergence

Aktualizujeme stavy skrytých neuronů. σ určuje
pravděpodobnost s jakou se neuron přepne do stavu 1.
Jako vstup x se použije aktivační energie neuronu hj .
Každý skrytý neuron si svůj stav zapamatuje jako h′j

hj = bj +
N∑

i=1

wijvi (1)

σ(x) =
1

1 + e−x (2)



RBM - Contrastive divergence
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RBM - Contrastive divergence

Pro každou vazbu wij vypočteme hodnotu
Positive(wij) = v ′i ∗ h′j
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RBM - Contrastive divergence

Analogickým způsobem aktualizujeme stavy všech
viditelných neuronů.
Každý viditelný neuron si svůj stav zapamatuje jako v ′′i .
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RBM - Contrastive divergence

Opět aktualizujeme stavy všech skrytých neuronů.
Každý skrytý neuron si svůj stav zapamatuje jako h′′i .
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RBM - Contrastive divergence

Pro každou vazbu wij vypočteme hodnotu
Negative(wij) = v ′′i ∗ h′′j
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RBM - Contrastive divergence

Aktualizujeme váhy všech vazeb a biasů.

wij = wij + α(Positive(wij)− Negative(wij)) (3)

ai = ai + α(v ′i − v ′′i ) bj = bj + α(h′j − h′′j ) (4)



RBM - Contrastive divergence
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RBM - Contrastive divergence

Opakujeme pro všechny vzory trénovací množiny v
několika epochách.
Při vybavení děláme pouze průchod od viditelné vrstvy do
skryté a zpět.



RBM - Klasifikace

RBM lze použít prostým rozšířením vstupu pro klasifikaci
(x - vzor, y - vektor tříd).
Vektor tříd má jedničku na pozici třídy do které spadá daný
vstupní vektor.
Tento rozšířený vstup lze následně použít pro klasifikaci.
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Vizualizace RBM



Deep Boltzmann Machine

Jedná se o vícevrstvou neuronovou sít’ jejíž základem jsou
RBM.
Algoritmus učení je značně komplikovanější oproti RBM.
Skládá se ze dvou fází - předtrénování a trénování.
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Datový paralelismus

Trénovací množinu rozdělíme na několik dávek, kde každá
dávka obsahuje N vstupů.
Výpočet probíhá paralelně. Každému uzlu je přiřazena
dávka. Po zpracování dávky dochází k synchronizaci vah.
Klíčové je nastavení správné velikosti dávky.
Experimenty zobrazující vliv velikosti dávky na úspěšnost a
čas jsou provedeny na 9 uzlech.
Experimenty zobrazující vliv počtu uzlů na úspěšnost a čas
jsou provedeny při velikosti dávky 50.



Datový paralelismus
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